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RESUMO 
Essa pesquisa teve como objetivo oferecer evidências empíricas para responder a quatro perguntas. Quais são as principais 
áreas de aplicação de Sensoriamento Remoto (SR) no Brasil? Qual é a participação relativa de cada área de aplicação nas 
pesquisas da área da geografia do Brasil? Qual é a proporção de utilização do Classificador Máxima Verossimilhança 
(MaxVer) nas pesquisas de classificação supervisionada? Quantos e quais classificadores comparar para assegurar bons 
resultados na classificação supervisionada? Para isso, toma-se como referência pesquisas publicadas nas principais 
revistas da área da geografia do Brasil e, como exemplo, a classificação supervisionada do município de Natal, Rio Grande 
do Norte. Nesse exemplo, valida-se internamente (comparação entre classificadores) e externamente (análise dos 
resultados em relação a outras pesquisas que realizam comparações entre classificadores) os resultados de quatro 
métodos de classificação supervisionada. Os resultados indicam que o SR é mais aplicado em pesquisas de análise urbana 
(38%), seguida de análises de atividades econômicas (27%), análises ambientais (23%) e análises metodológicas (12%). O 
MaxVer é o classificador mais utilizado em SR, sendo encontrado em 65% das pesquisas. Comparado a outros 
classificadores, o MaxVer apresenta melhores resultados de classificação em 64% dos casos. Conclui-se nessa pesquisa 
que a comparação entre três classificadores (desde que um deles seja o MaxVer) pode assegurar uma melhor classificação 
em 83% dos casos.  
 
Palavras chave: Sensoriamento remoto; Áreas de aplicação; Análise de classificadores; Uso da terra; Análise da paisagem. 
 
ABSTRACT 
This research aims to provide empirical evidence to answer four questions. What are the main application areas of Remote 
Sensing (RS) in Brazil? What is the relative participation of each application area in researches in the area of geography in 
Brazil? What is the proportion of use of the Maximum Likelihood Classifier in supervised classification research? How many 
and which classifiers to compare to ensure good results in supervised classification? To do so, it is used as reference 
researches published in top Brazilian geographical journals and, as an example, the supervised classification of the city of 
Natal, Rio Grande do Norte. In this example, the results of four methods of supervised classification are validated internally 
(comparing classifiers) and externally (results analysis in relation to other researches that make comparisons between 
classifiers). The results show that RS is more applied in urban analysis (38%), followed by the analysis of economic activities 
(27%), environmental analysis (23%) and methodological analysis (12%). The Maximum Likelihood Classifier is the most 
used in RS, being found in 65% of the searches. Compared to other classifiers, Maximum Likelihood Classifier presents 
better classification results in 64% of cases. This research concludes that the comparison between three classifiers (since 
one of them is Maximum Likelihood) can assure a better classification in 83% of the cases. 
Keywords: Remote sensing; Areas of application; Classification analysis; Land use; Landscape analysis. 
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1. INTRODUÇÃO 

As paisagens urbanas são complexas e 

cada lugar tem suas peculiaridades e nuances 

(LAUDARES; LIBÓRIO, 2018). Embora uma 

informação do tipo urbano/não-urbano seja 

valiosa para determinar padrões e tendências 

do crescimento da cidade, tais informações 

podem não fornecer detalhes suficientes para se 

tomar decisões consistentes sobre o uso e a 

cobertura da terra (MELO JUNIOR et al., 2017; 

STANGANINI; LOLLO, 2018). O Processamento 

Digital de Imagens (PDI) de Sensoriamento 

Remoto (SR), normalmente realizado por meio 

de Sistemas de Informações Geográficas (SIG) 

possibilita extrair das imagens digitais 

informações com detalhes suficientes para 

realizar a diferenciação estatística entre os 

diversos objetos ou áreas da superfície (ROSA, 

2018). Esse detalhamento torna o SR um recurso 

útil para mapear padrões e tendências de uso e 

ocupação dos espaços. Por sua vez, essa 

utilidade se reflete no número de pesquisas que 

fazem uso do SR para produzir esses 

mapeamentos.  

Entre 2017 e 2018 diversas pesquisas 

sobre SR foram publicadas nas principais 

revistas da área da geografia no Brasil [1]. Em 

grande parte, essas pesquisas empregam a 

classificação supervisionada de imagens que 

tem uma característica fundamental: as classes 

são definidas “a priori” e cada pixel da imagem 

é associado a uma determinada classe conforme 

uma função discriminante preestabelecida 

(HASMADI; PAKHRIAZAD; SHAHRIN, 2017; 

PHIRI; MORGENROTH, 2017). Além de 

numerosas, pesquisas que usam SR para mapear 

padrões e tendências de uso e ocupação dos 

espaços se interessam por diversas subáreas da 

geografia, como, por exemplo, ambiental 

(ANDRADE; LOURENÇO, 2016; OLIVEIRA et al., 

2019), urbana (PROFETA, 2015) e econômica e 

(FONSECA; SILVA; SENNA, 2018). Contudo, ainda 

que se reconheça a vasta literatura sobre SR, 

algumas questões permanecem em aberto, 

como, por exemplo: Quais são as principais 

áreas de aplicação da classificação 

supervisionada? Quais são os percentuais de 

uso dos classificadores em pesquisas? Quais os 

riscos da não comparação entre classificadores 

nas pesquisas? 

Essa pesquisa teve como objetivo 

oferecer evidências empíricas para responder a 

essas perguntas, e toma como exemplo a 

classificação supervisionada do município de 

Natal Rio Grande do Norte. Para tanto, esse 

estudo valida os resultados da classificação 

supervisionada internamente (comparação 

entre classificadores) e externamente (análise 

dos resultados em relação a outras pesquisas 

que realizam comparações entre 

classificadores). A dupla validação (interna e 

externa) da classificação supervisionada traz 

novas evidências que podem contribuir para 

reduzir deficiências inerentes ao SR, como, por 

exemplo, a quantidade de informações sobre 

cada pixel, a resolução espacial das imagens e as 

regras de decisão adotadas para designar os 

pixels às classes (NISHIDA, 1998; SILVA; 

DOURADO, 2016; ALMEIDA et al., 2018; ROSA, 

2018). Essas validações podem contribuir para 

selecionar o classificador que melhor representa 

as interações existentes no espaço e auxiliar 

análises em áreas como: meio ambiente (p.ex. 

ANDRADE; LOURENÇO, 2016; OLIVEIRA ET AL., 

2016); planejamento urbano (p.ex. PROFETA, 

2015; TRINDADE; SALDANHA; PEREIRA FILHO, 

2017); e desenvolvimento econômico e regional 

(p.ex. FONSECA; SILVA; SENNA, 2018). 

 

2. EVIDÊNCIAS DAS APLICAÇÕES, 
PREFERÊNCIAS E COMPARAÇÕES DE 
MÉTODOS DE CLASSIFICAÇÃO 
SUPERVISIONADA 

 

Pesquisadores vêm desenvolvendo 

procedimentos para coleta e análise de dados 

de SR por mais de 150 anos (JENSEN, 2007). 

Desde então, academia e setores privado e 

público realizam pesquisas sobre o uso de 

recursos da terra em diversas áreas (LONGLEY; 

et al., 2005). Para Forshaw et al. (1983), a análise 

de imagens de SR é especialmente importante 

em pesquisas voltadas para análise ambiental 

(p. ex. monitoramento) em suas diferentes 
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escalas. Por outro lado, o crescente 

investimento em programas de lançamento e 

operação de satélites para geração de imagens 

(BELUCO; ENGEL; BELUCO, 2015) aumentou a 

produção de dados (imagens digitais) e 

estimulou o avanço de técnicas de SR (MOSER; 

et al., 2018). A maior disponibilidade de imagens 

digitais e o avanço das técnicas para a análise 

dos diversos objetos ou áreas da superfície 

contribuiu para ampliar as possibilidades de 

pesquisas de SR para além da análise ambiental 

(BEN-DOR; IRONS; EPEMA, 1999; ROMERO; et 

al., 2018).  

Pelo menos entre as principais revistas da área 

da geografia analisadas [1], 38% das pesquisas 

de SR se concentram em análise urbana (p. ex. 

crescimento populacional e seus impactos), 27% 

em análises de atividades econômicas (p. ex. 

exploração agrícola e mineral), 23% em análise 

ambiental (p. ex. monitoramento de bacia 

Hidrográfica e áreas de preservação) e 12% em 

análises metodológicas de SR (ex. métodos de 

classificação). Independentemente da área de 

pesquisa, o SR permite identificar e extrair 

informações contidas nas imagens para sua 

posterior interpretação (MOSER, et al., 2018). 

Essa interpretação é realizada por meio de 

métodos de classificação que particionam as 

imagens em classes (JENSEN, 2007). 

Pesquisadores afirmam que o método de 

classificação Máxima Verossimilhança (MaxVer) 

é o mais utilizado em pesquisas de SR (PRADO; 

HAYAKAWA; KAWAKUBO, 2016). Pelo menos 

entre as 26 pesquisas publicadas nas principais 

revistas da área da geografia [1] (Quadro 1) é 

possível confirmar tal afirmativa, pois 65% 

dessas pesquisas aplicam MaxVer. 

 

 
Quadro 1 – Trabalhos publicados em revistas da geografia que utilizam SR por área. Fonte: Elaborado 

pelos autores. 
 

Pelo menos nos trabalhos revisados, o 

MaxVer é o classificador mais utilizado em 

pesquisas nas áreas ambiental, urbana e 

econômica. Apesar dessa preferência, o MaxVer é 
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alvo de críticas por parte de pesquisares. Primeiro 

porque o algoritmo considera que o padrão das 

classes presentes na imagem possui distribuição 

normal (JENSEN, 2005). Segundo porque não 

considera o comportamento espectral dos pixels 

vizinhos na tomada de decisão (PRADO; 

HAYAKAWA; KAWAKUBO, 2016). Por outro lado, 

pesquisadores afirmam que o MaxVer pode 

apresentar melhores resultados quando se tem 

um melhor conhecimento da área a ser 

interpretada (DIAS; TRENTIN; SCCOTI, 2015).  

O fato é que qualquer processo de 

classificação envolve deficiências. Em primeiro 

lugar existem deficiências relacionadas à 

quantidade de informações sobre cada pixel 

(ROSA, 2018). Em segundo lugar existem 

deficiências relacionadas à resolução espacial das 

imagens (SILVA; DOURADO, 2016; ALMEIDA et al., 

2018). Em terceiro lugar existem deficiências 

relacionadas à estrutura, premissas e hipóteses 

utilizadas no desenvolvimento do método de 

classificação, ou seja, às regras de decisão 

adotadas para designar os pixels às classes 

(NISHIDA, 1998).  

Por isso, diversas pesquisas têm se 

dedicado a reduzir tais deficiências, 

especialmente aquelas que comparam 

classificadores, como: MaxVer, Distância Mínima 

(Minimum Distance - MinDist), Análise Linear 

Discriminante de Fischer (ALD-F), Distância 

Mahalanobis (Mahalanobis Distance - DM), 

Vizinho Mais Próximo (K-Nearest Neighbor - KNN), 

k-médias (KM), Bhattacharya (BHA) e 

Paralelepípedo (PAR). Normalmente a 

comparação entre os resultados desses 

classificadores é realizada por meio do coeficiente 

Kappa (K). O coeficiente Kappa é uma medida de 

associação usada para explicar e investigar o grau 

de concordância (confiança e exatidão) na 

classificação (KOTZ; HORMAN, 1983). O Kappa é 

uma medida da concordância real (indicado pelas 

células das diagonais da matriz de erro/confusão) 

menos a concordância por chance (indicado pelo 

produto total da linha e coluna, que não inclui 

entradas não reconhecidas) (VAN VLIET; BREGT; 

HAGEN-ZANKER, 2011). O Kappa mede o quanto a 

classificação está de acordo com os dados de 

referência, assumindo os seguintes níveis de 

desempenho: péssimo (k<0) ruim ( 0 < K < 0,20), 

razoável (0,20 < K < 0,40), bom (0,40 < K < 0,60), 

muito bom (0,60 < K < 0,80) e excelente (0,80 < K 

< 1,00) (LANDIS; KOSH, 1977). 

O número de pesquisas que realizam 

comparações entre classificadores é significativo. 

Somente entre 2010 e 2018 foi possível relacionar 

onze pesquisas, sendo que dez delas utilizam o 

Kappa. A pesquisa de Moreira et al. (2016) é a 

exceção. Dentre os classificadores utilizados 

nessas comparações, o classificador MaxVer está 

presente em 90,9% dos casos. Essa é mais uma 

evidência que confirma que o MaxVer é o mais 

classificador mais utilizado em pesquisas de SR 

(PRADO; HAYAKAWA; KAWAKUBO, 2016). O 

Quadro 2 traz um resumo dos resultados das 

pesquisas que realizam comparações entre 

classificadores. A qualidade do classificador é 

indicada por números, sendo o melhor 

classificador representado pelo número 1. 
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Quadro 2 - Qualidade (ranking) do classificador em estudos que realizam comparação entre 

classificadores (1=melhor resultado). Legenda: (a) Satélite / sensor: (I. Operational Land Imager - 
LandSat 8; II. Sentinel-2/MSI; III. Hemispherical Resonator Gyroscope - Sattelite Pour l’Observation de la 

Terre; IV. Ikonos-II; V. KOMPSAT-2 e - Landsat 7; VI. Operational Land Imager - LandSat 5). (b): Outros 
métodos (Classificação Orientada por Objetos; Suppor Vector Machine Classification; Redes Neurais; 

Árvore de Decisões, Lógica Fuzzy; Spectral Angle Mapper; Isodata, Binary Encoding; e Maximum 
Likelihood). (C): os autores não utilizam Kappa. Fonte: Elaborado pelos autores. 

 
Considerando que o número 1 é atribuído 

ao classificador que gera o maior coeficiente 

Kappa e que a chance do classificador gerar o 

maior coeficiente Kappa é dada pela frequência 

em que o número 1 é atribuído ao classificador, 

observa-se que o classificador MaxVer gera 

coeficientes Kappa maiores do que os demais 

classificadores em 65% das pesquisas 

(TANGERINO; LOURENÇO, 2013; SILVA et al., 

2013; MOREIRA et al., 2016; VALE et al., 2018; 

COHENCA; CARVALHO, 2015; PERTILLE et al., 

2018; FONSECA et al., 2014). Nas pesquisas de 

Campos et al. (2016), Ferreira et al. (2010), Reis e 

Saavedra (2015) e Gonçalves et al. (2015), os 

classificadores DM, KNN, KM e PAR geraram os 

maiores coeficientes Kappa. Ou seja, esses 



SILVEIRA, A.H. M., et. al. 
APLICAÇÕES, PREFERÊNCIAS E COMPARAÇÕES ENTRE MÉTODOS DE CLASSIFICAÇÃO 

SUPERVISIONADA: O CASO DE NATAL/RN 

 

125 
 

classificadores geram coeficientes Kappa maiores 

do que os demais classificadores em 9% das 

pesquisas listadas cada um. Isso significa que ao se 

combinar dois desses classificadores com o 

MaxVer tem-se 83% de chance de se obter o maior 

coeficiente Kappa, ou seja, a melhor classificação. 

Considerando que cada um dos classificadores 

DM, KNN, KM e PAR gera maior coeficiente Kappa 

em 9% das pesquisas e que o MaxVer gera maior 

coeficiente Kappa em 65% das pesquisas, tem-se 

da combinação de dois desses classificadores com 

o MaxVer uma chance de 83% de se obter o maior 

coeficiente Kappa.  

Por outro lado, a utilização dos 

classificadores MinDist e BHA combinados a 

outros dois classificadores diferentes do MaxVer 

representa uma chance de apenas 18% de se 

obter a melhor classificação possível entre os sete 

classificadores analisados. Pelo menos em relação 

às onze pesquisas analisadas, não é possível 

afirmar quais dos sete classificadores analisados 

devem ser combinados ao MaxVer, mas é possível 

afirmar que essa combinação não deve ser feita 

com os classificadores MinDist ou BHA, pois tais 

classificadores não apresentam maior coeficiente 

Kappa em nenhuma das pesquisas analisadas. 

Ainda que a chance do classificador gerar 

maiores coeficientes Kappa possa indicar quais 

classificadores combinar, os cálculos dos 

classificadores são diferentes, fazendo com que 

cada classificador tenha vantagens e 

desvantagens. Por exemplo, a MaxVer é calculada 

por meio da ponderação das distâncias entre as 

médias dos valores dos pixels das classes (FISHER, 

1936). Esse classificador tende a ser mais eficaz 

porque cada pixel é destinado à classe que tem a 

mais alta probabilidade (semelhança) (MENESES; 

ALMEIDA, 2012). A MinDist é calculada por meio 

da informação contida em um conjunto de 

arquivos de assinatura, e utiliza a distância 

Euclidiana para incorporar cada pixel a um 

agrupamento (EASTMAN, 2012). A ALD-F é 

calculada por meio de uma função discriminante 

linear. Trata-se de uma função criada a partir de 

dados de treinamento pela qual é possível se 

calcular a probabilidade de um dado pertencer a 

uma determinada categoria (FISHER, 1936). A 

definição da classe de cada pixel se dá após a 

avaliação de todas as funções (EASTMAN, 2012). A 

DM é calculada considerando o espalhamento dos 

dados, inclusive a orientação de amostras de uma 

determinada classe. Esse método assume que 

todas as covariâncias de classe são iguais 

(RIBEIRO; SILVEIRA; NUCCI, 2013). O KNN é 

calculado considerando comportamento espectral 

dos pixels vizinhos na tomada de decisão (PRADO; 

HAYAKAWA; KAWAKUBO, 2016). Esse método 

mantem os valores de níveis de cinza e de brilho 

dos pixels da imagem original (SAKUNO et al., 

2017). 

Baseado nessas diferenças de cálculo, 

busca-se em primeiro lugar comparar as 

classificações MaxVer, MinDist e KNN 

(KARANTZALOS, 2015) para o município de 

Natal/RN com os resultados consolidados na 

literatura do Quadro 2. Em segundo lugar, busca-

se introduzir a classificação por ALD-F ao quadro 

de comparações. Em terceiro lugar, busca-se 

oferecer comparações com base nas imagens do 

satélite Landsat-8 uma vez que trabalhos 

anteriores utilizam imagens dos sensores SPOT 

(TANGERINO; LOURENÇO, 2013), ALOS (RIBEIRO; 

DORTZBACH; FLORES, 2012), Landsat-5 (ALBINO et 

al., 2013) ou Landsat-7 (GONÇALVES; SOUZA 

FILHO, 2005).  

 

3. MATERIAIS E MÉTODOS 

O espaço em análise é o município de Natal, 

estado do Rio Grande do Norte, Brasil, que tem as 

seguintes coordenadas geográficas: Latitude 05° 

47’42” Sul, Longitude: 35° 12' 32” Oeste (COSTA 

JUNIOR; et al., 2012). Segundo o Censo de 2010, o 

município apresenta uma população de 862.044 

habitantes, sendo 100% urbana (IBGE, 2010). A 

Figura 1 mostra o mapa de localização de Natal, 

destacando sua área urbana, objeto de análise 

dessa pesquisa. 
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Figura 1 - Mapa de Localização. Fonte: Elaborado pelos autores. 

 

O desenvolvimento da pesquisa foi realizado 

em 4 etapas: (1) Download e importação das 

imagens orbitais; (2) Pré-processamento das 

imagens orbitais; (3) Processamento das imagens 

orbitais; e (3.1) Classificação supervisionada. 

Na primeira etapa, as imagens orbitais foram 

obtidas do instrumento imageador Operational 

Land Imager (OLI) da plataforma Landsat-8, 

correspondente a órbita 214, ponto 64, 

gratuitamente disponibilizados na página do 

Serviço de Levantamento Geológico Americano 

(USGS), acessível pelo link 

https://www.usgs.gov/products/data-and-

tools/data-and-tools-topics. O processamento das 

imagens foi realizado nos SIGs IDRISI Selva Edition 

e ArcGIS 10.3. No IDRISI foi realizada a importação 

do arquivo GEOTIFF e a inclusão das coordenadas 

geográficas. Em seguida, as imagens foram 

recortadas de forma que o polígono abrangesse 

todo o município em epígrafe. 

Na segunda etapa (pré-processamento), 

foram realizadas correções radiométricas das 

imagens. Essas correções foram necessárias 

devido a presença de desajustes na calibração dos 

detectores, erros esporádicos na transmissão dos 

dados e/ou influências atmosféricas. Os valores 

radiométricos das imagens Landsat-8 foram 

discretizados em 16 bits. Diferente das séries 

anteriores, foi necessário realizar uma 

transformação (“Rescale”) para 8 bits. Como o 

histograma destas comportaram-se de forma 

unimodal, devido as características fisiográficas da 

área de estudo, aplicou-se a técnica de realce 

linear por saturação de contraste. Assim, foram 

executadas manipulações no histograma até se 

obter o contraste necessário para a visualização 

adequada dos alvos na imagem. 

Para a conversão do Digital Number (DN) para 

radiância foram seguidos os parâmetros de 

coeficientes de calibração do sensor LANDSAT 8 

OLI disponibilizados pelo Earth Resources 

Observation and Science Center (EROS). Para a 

correção atmosférica, seguiu-se o modelo de 

reflectância aparente (calculada a partir do Topo 

da Atmosfera) no IDRISI (SILVA; ANDRADE, 2013).  

Na terceira etapa, para a execução das 

classificações, foram selecionadas as bandas Red 

– Green – Blue (RGB) 432, cor natural. Essa escolha 

foi baseada na resposta dessa composição em 

distinguir áreas ocupadas com vegetação (ex.: solo 

exposto, ocupação antrópica, solo de mangues) e 

em discernir e desanexar os três tipos de 

cobertura vegetal aqui abordados de forma 

precisa. Após a composição RGB, realizou-se o 

procedimento de fusão para otimizar a 

informação multiespectral e a resolução espacial 
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da banda pancromática de 30m para 15m, 

viabilizando uma melhor identificação dos alvos 

urbanos. Em seguida, definiram-se as áreas de 

treinamento contendo dez classes de uso, a saber: 

Cl_1=(Dunas); Cl_2=(Mangue solo); 

Cl_3=(Mangue vegetação); Cl_4=(Nuvens)[2]; 

Cl_5=(Ocupação Antrópica); Cl_6=(Recursos 

hídricos); Cl_7=(Solo exposto); Cl_8=(Sombra de 

nuvens)[2]; Cl_9=(vegetação densa); 

Cl_10=(Vegetação rasteira). . 

Na quarta etapa aplicaram-se as classificações 

supervisionadas apoiadas nos seguintes 

algoritmos: ALD-F, MaxVer, MinDist e KNN. Essas 

classificações foram realizadas no módulo de 

Processador de Imagens do SIG IDRISI, e, 

posteriormente na aba Hard Classifiers por meio 

dos algoritmos citados. No módulo SAMPLE, 

foram gerados 300 pontos aleatórios aos quais 

foram objeto da pesquisa de campo. Desses 300 

pontos obteve-se êxito de acesso em 83 pontos 

(27,66%) [3], os quais foram fotografados no 

sentido Norte, Sul, Leste e Oeste. Os outros 217 

pontos foram analisados por meio de 

fotointerpretação da imagem original apoiada por 

controle de campo. A defasagem temporal entre a 

tomada das imagens e a data de verificação de 

campo foi de 2 anos.  

A partir da barra de ferramentas do menu 

principal do IDRISI, foi elaborada e analisada a 

cobertura do solo com os pontos amostrados 

obtidos: i.) do trabalho de campo; ii.) das imagens 

do Google Earth; iii.) das imagens obtidas do 

Google Street View. Em seguida, o arquivo raster 

da verdade terrestre e as classificações realizadas 

foram inseridas e analisadas no módulo ERRMAT 

do IDRISI. O módulo ERRMAT tabula os erros e 

intervalos de confiança da classificação 

supervisionada por meio da confrontação da 

imagem uso da terra interpretado com a imagem 

da verdade terrestre (EASTMAN, 2012). Por fim, 

foi elaborada a matriz de erro/confusão que 

tabula as diferentes classes de uso da terra que as 

células verdades foram atribuídas por meio do 

coeficiente Kappa (K). 

 

4. RESULTADOS E DISCUSSÕES 

Para o estudo de classificação 

supervisionado na área urbana de Natal/RN, 

utilizou-se quatro classificadores e 10 (dez) classes 

de uso da terra. Os resultados são apresentados 

em forma de matriz de erros. Essas matrizes 

apresentam a classificação digital em relação à 

imagem referência. Cada frequência observada na 

matriz corresponde a uma frequência esperada, 

na qual é calculada sob uma determinada hipótese 

de acordo com as regras da probabilidade 

(SPIEGEL, 1993). A frequência observada, em 

negrito, na diagonal apresenta a concordância 

entre o esperado e observado em cada categoria, 

ou seja, aqueles corretamente classificados.  

A Tabela 1 traz a matriz de erro/confusão 

do classificador Fisher em relação ao mapa 

verdade. Este classificador teve desempenho de 

0,65 (muito bom) no índice proposto por Landis e 

Kosh (1977). A matriz expõe a variabilidade das 

amostras no classificador em questão. Das 297 

amostras aleatórias, 215 amostras apresentaram 

concordância com a realidade. 

 

 
Tabela 1 - Matriz verdade terrestre (ALD-F). Legenda: Cl_1=(Dunas); Cl_2=(Mangue solo); Cl_3=(Mangue 
vegetação); Cl_4=(Nuvens); Cl_5=(Ocupação Antrópica); Cl_6=(Recursos hídricos); Cl_7=(Solo exposto); 
Cl_8=(Sombra de nuvens); Cl_9=(vegetação densa); Cl_10=(Vegetação rasteira). Fonte: Elaborado pelos 

autores. 
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A Tabela 2 traz a matriz de erro/confusão 

do classificador MinDist em relação ao mapa 

verdade. Tal classificador obteve desempenho de 

0,61 (muito bom) no índice proposto por Landis e 

Kosh (1977). A matriz expõe a variabilidade das 

amostras no classificador em questão, de 300 

amostras aleatórias, 203 apresentaram 

concordância com a realidade. 

 

 
Tabela 2 - Matriz verdade terrestre (MinDist). Legenda: Cl_1=(Dunas); Cl_2=(Mangue solo); 

Cl_3=(Mangue vegetação); Cl_4=(Nuvens); Cl_5=(Ocupação Antrópica); Cl_6=(Recursos hídricos); 
Cl_7=(Solo exposto); Cl_8=(Sombra de nuvens); Cl_9=(vegetação densa); Cl_10=(Vegetação rasteira). 

Fonte: Elaborado pelos autores. 
 

A Tabela 3 traz a matriz de erro/confusão 

do classificador MaxVer em relação ao mapa 

verdade, ao qual, teve o desempenho de 0,66 

(muito bom) no índice proposto por Landis e Kosh 

(1977). A matriz expõe a variabilidade das 

amostras no classificador em questão, de 300 

amostras aleatórias, 208 apresentaram 

concordância com a realidade. 

 

 
Tabela 3 - Matriz verdade terrestre (MaxVer). Legenda: Cl_1=(Dunas); Cl_2=(Mangue solo); 

Cl_3=(Mangue vegetação); Cl_4=(Nuvens); Cl_5=(Ocupação Antrópica); Cl_6=(Recursos hídricos); 
Cl_7=(Solo exposto); Cl_8=(Sombra de nuvens); Cl_9=(vegetação densa); Cl_10=(Vegetação rasteira). 

Fonte: Elaborado pelos autores. 
 

A Tabela 4 traz a matriz de erro/confusão 

do classificador KNN em relação ao mapa verdade 

e o desempenho foi de 0,62 (muito bom) no índice 

proposto por Landis e Kosh (1977). A matriz expõe 

a variabilidade das amostras no classificador em 

questão, de 300 amostras aleatórias, 207 

apresentaram concordância com a realidade. 
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Tabela 4 - Matriz verdade terrestre (KNN). Legenda: Cl_1=(Dunas); Cl_2=(Mangue solo); Cl_3=(Mangue 

vegetação); Cl_4=(Nuvens); Cl_5=(Ocupação Antrópica); Cl_6=(Recursos hídricos); Cl_7=(Solo exposto); 

Cl_8=(Sombra de nuvens); Cl_9=(vegetação densa); Cl_10=(Vegetação rasteira). Fonte: Elaborado pelos 

autores. 

 

Os quatro classificadores apresentaram 

uma resposta muito boa (0,60 < K < 0,80) em 

relação ao coeficiente de concordância Kappa. Os 

coeficientes Kappa obtidos ficaram entre 0,61 a 

0,66, sendo 0,66 para MaxVer; 0,65 para ALD-F; 

0,62 para KNN; 0,61 para MinDist. Esses 

resultados se baseiam nas comparações das 

respectivas amostras desses classificadores, ou 

seja, 217; 215; 207; 203. Entre os classificadores, 

o MaxVer se sobressaiu perante os demais, mas 

em menor intensidade se comparado ao 

classificador ALD-F. Enquanto o MaxVer alcançou 

nas 217 amostras 72,33% de concordância com a 

realidade, ALD-F alcançou nas 215 amostras 

71,66% de concordância com a realidade. Por sua 

vez, o classificador KNN alcançou nas 207 

amostras 69,00% de concordância com a 

realidade. Por fim, o classificador MinDist 

alcançou nas 203 amostras 67,66% de 

concordância com a realidade. Esses resultados 

evidenciam que as diferenças ente os coeficientes 

Kappa dos classificadores utilizados na validação 

interna estão entre 0,67% e 4,67%. Em média, 

essas diferenças são de apenas 2,77%, dimensão 

que se reflete na semelhança visual entre os 

mapas das classificações apresentados na Figura 

2. 

Esses resultados (validação interna da 

classificação supervisionada) revelam que a 

comparação entre métodos de classificação 

supervisionada pode, ao indicar o classificador 

mais apropriado para a situação/problema, 

melhorar os resultados das análises do estudo. Por 

exemplo, tomando como unidade de análise o 

município de Natal/RN, a adoção do MaxVer em 

detrimento do MinDist melhorou a classificação 

de forma absoluta em até 4,67% e/ou de forma 

relativa em até 6,45%. 

Destaca-se ainda que a melhor 

representação da realidade do espaço urbano 

obtida por meio do classificador MaxVer também 

ocorre em 65% dos estudos que comparam 

métodos de classificação (ver Quadro 2). Esse 

resultado (validação externa das comparações 

realizadas) reforça a importância do classificador 

MaxVer, justificando em parte, o fato desse 

classificador ser o mais utilizado em SR. Além 

disso, os resultados sugerem que o classificador 

Fisher pode oferecer resultados mais consistentes 

do que o KNN e o MinDist em análises que 

comparam classificadores. 
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Figura 2 - Mapeamentos de Classificação Supervisionados. Fonte: Elaborado pelos autores. 

 

5. CONCLUSÃO 

Essa pesquisa valida interna e externamente a 

classificação supervisionada do município de 

Natal/RN, buscando uma representação 

consistente da realidade do espaço urbano. Para a 

validação interna foram aplicadas as classificações 

supervisionadas pixel a pixel baseadas nos 

algoritmos de classificação ALD-F, MaxVer, 

MinDist e classificação KNN. Para a validação 

externa foram analisados os resultados obtidos do 

município de Natal em relação a outras onze 

pesquisas que também comparam classificadores. 

Entre as contribuições dessa pesquisa incluem-se 

evidências empíricas que demonstram quais são 

as principais áreas de aplicação de SR e qual é a 

participação relativa de cada área de aplicação nas 

pesquisas publicadas nas principais revistas da 

área da geografia do Brasil [1]. Em síntese, as 

evidências mostram que 38% dessas publicações 

estão relacionadas à análise urbana, 27% estão 

relacionadas à análises de atividades econômicas, 

23% estão relacionadas à análise ambiental e 12% 

estão relacionadas à análises metodológicas de 

SR. Além disso, essa pesquisa traz evidências que 

permitem afirmar que o MaxVer: i.) é o 

classificador mais utilizado nas pesquisas de 

classificação supervisionada, sendo encontrado 

em 65% dos trabalhos publicados nas principais 

revistas da área de geografia; e ii.) quando 

comparado a outros classificadores, o MaxVer 

apresenta os melhores resultados, sendo o melhor 

classificador em 64% dos casos. Por fim, 

demonstra-se que a utilização de dois 

classificadores (excluídos o MinDist e o BHA) 

combinados ao MaxVer representa uma chance 
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de 83% de se obter a melhor classificação possível 

entre os sete classificadores analisados. 

Ainda que essas descobertas forneçam insights 

para discussões e aplicações em SR, essa pesquisa 

apresenta ao menos três limitações as quais se 

colocam como potenciais pesquisas futuras. A 

primeira limitação está associada à obtenção de 

dados (registro fotográfico) em campo. Barreiras 

físicas e outras dificuldades em acessar pontos da 

amostra implicou na redução do êxito de acesso 

(27,66%). Sugere-se estudar outras formas de 

extrair informações desses pontos (p. ex. drones) 

para se analisar possíveis alterações no uso da 

terra decorrentes da defasagem temporal entre as 

imagens de campo e as imagens usadas na 

fotointerpretação. A segunda limitação está 

associada à diversidade de padrões de cobertura 

do solo. Essa diversidade dificultou estabelecer 

classes com boa separabilidade espectral. Sugere-

se realizar outros testes com maior quantidade de 

classes e subclasses. A terceira limitação está 

associada à significância estatística das evidências 

das áreas de aplicação de SR, principais 

classificadores e comparações entre 

classificadores. A quantidade de evidências 

(pesquisas) estudadas é insuficiente para realizar 

testes de hipótese que permitam generalizar os 

resultados. Sugere-se ampliar o número de 

evidências para representar a população com 

maior rigor estatístico. 

 

6. NOTAS 

[1] Considerou-se como uma das “principais 

revistas da área da geografia”, o periódico 

classificado como A1 e A2 (2013-16) no portal 

Qualis Capes. Entre tais periódicos estão: 

Caminhos de Geografia, Revista do 

Departamento de Geografia, GEOUSP: Espaço 

e Tempo, RA'E GA: O Espaço Geográfico em 

Análise; RBC. Revista Brasileira de 

Cartografia; Ateliê geográfico, Boletim goiano 

de geografia, Geographia, Mercator e Revista 

da ANPEGE. 

[2] A existência de nuvens e sombras destas, 

detectadas pelos sensores ópticos devem ser 

consideradas no mapeamento do uso da 

terra. Rudorff e Sugawara (2007), relatam que 

a frequente cobertura de nuvens nas imagens 

obtidas pelos satélites da série Landsat, 

principalmente no litoral Brasileiro, prejudica 

e até mesmo reprova que estas sejam 

utilizadas para fins de análise da paisagem.  

[3] O tamanho da amostra é estatisticamente 

significativo para um nível de significância de 

95% e margem de erro de 10%. 
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